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Aplicación de métodos de aprendizaje automático en el análisis y la predicción de resultados deportivos
Application of automated learning methods for analyzing and predicting sports outcomes

César Soto-Valero
Universidad Central «Marta Abreu» de Las Villas (Cuba)

Resumen. El aprendizaje automático es una herramienta muy útil para el análisis de la gran cantidad de datos que se manejan en el deporte moderno.
En la actualidad, este tipo de métodos se han convertido en un ámbito de investigación con grandes perspectivas de aplicación. En el presente trabajo
se realiza una revisión del estado del arte sobre los principales métodos de aprendizaje automático empleados en el análisis cuantitativo de datos
deportivos. En particular, se plantean las posibilidades que ofrecen estos métodos para dar solución a dos de los problemas más complejos en el deporte:
el análisis del desempeño deportivo y la predicción de resultados competitivos. Además, se estudian las ventajas que ofrece el uso del aprendizaje
automático para el análisis de los mercados deportivos y se propone una metodología para su aplicación como parte del proceso de toma de decisiones
en el caso de las apuestas deportivas. La aplicación de esta teoría contribuye al desarrollo del análisis de datos deportivos, lo cual trae consigo una mejor
comprensión del funcionamiento de las diferentes disciplinas deportivas y potencia el desarrollo técnico-táctico en el deporte.
Palabras clave: aprendizaje automático, datos deportivos, análisis cuantitativo, desempeño deportivo, predicción de resultados competitivos

Abstract. Automated learning is a very useful tool for studying the vast amount of data constantly generated in modern sports. Currently, automated
learning has become a field of research with a wide range of perspectives and applications. In this work, we perform a review on automated learning
methods used for analyzing quantitative sport data. In particular, we focus on the advantages offered by automated learning methods to solve two of
the most complex problems in sports: performance analysis, and prediction of competitive outcomes. In addition, we analyze automated learning
methods used for monitoring sports markets. Furthermore, we propose a methodology for the application of automated learning methods in decision-
making processes associated with sports bets. The application of this theory contributes significantly to the development of the analysis of sports data,
which ensures a better understanding of the different sport disciplines and enhances technical-tactical development in sport.
Key words: machine learning, sport data sets, quantitative analysis, sport performance, game outcome prediction.
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Introducción

Los logros del deporte moderno han estado determinados por di-
versos factores. No cabe duda que uno de los más importantes ha sido
la aplicación efectiva de los avances de la ciencia y la tecnología en las
distintas disciplinas deportivas. En la actualidad, los problemas existen-
tes en el deporte se abordan utilizando métodos de investigación cientí-
fica. Este proceder ha ido descartando cada vez más la empírea y la
espontaneidad en las investigaciones. Hoy existe una mayor compren-
sión de que no es suficiente conocer la realidad observable con vista a
solucionar los problemas prácticos de la actividad física y deportiva,
sino que se hace necesario además describir, comprender, interpretar,
explicar teóricamente o predecir para transformar esa realidad; todo lo
cual requiere de la utilización de métodos y medios especiales de cono-
cimiento.

En el contexto deportivo actual, el proceso de toma de decisiones es
de vital importancia para la obtención de buenos resultados competiti-
vos. La trascendencia de dichas decisiones está directamente relaciona-
da con su complejidad, por lo que casi siempre se requiere del conoci-
miento de expertos o especialistas a la hora de elaborar las diferentes
estrategias deportivas. Han sido muchos los avances obtenidos en el
desarrollo y aplicación de nuevos métodos para el análisis cuantitativo
de datos deportivos, sobre todo utilizando técnicas estadísticas. Esta es
un área de la ciencia en constante desarrollo debido a que enlaza varios
aspectos claves del análisis técnico-táctico en el deporte.

El análisis del rendimiento competitivo ha ganado importancia en
las últimas décadas, siendo esta la principal forma para medir y evaluar
la actuación de los deportistas. La Metodología Observacional (Aguera,
Blanco, Mendo, & Losada, 2015) favorece en buena medida el estudio
de las observaciones sistemáticas obtenidas, fundamentalmente me-
diante el análisis de datos jugada a jugada. En la actualidad, el principal
problema no radica en la obtención de los datos deportivos, sino en
cómo obtener información útil a partir de los mismos (Pueo & Jimenez-
Olmedo).

La gestión automática de la información y la inteligencia artificial
son disciplinas que están estrechamente ligadas a los avances en las

tecnologías de la informática y las comunicaciones. Una de las ramas de
la inteligencia artificial que ha alcanzado mayor popularidad en estos
tiempos es el aprendizaje automático. Este constituye un campo de
investigación muy joven en el ámbito deportivo (Baraniuk, 2015), por
los que sus potencialidades de aplicación requieren de un estudio más
profundo y abarcador en dicho contexto.

El aprendizaje automático se ocupa del desarrollo de sistemas
computacionales diseñados con el propósito de aprender y adaptarse a
partir de los datos, sin la necesidad de introducir explícitamente el nuevo
conocimiento adquirido. El auge del aprendizaje automático se debe a su
gran aplicabilidad, puesto que prácticamente todo conocimiento es sus-
ceptible de ser aprendido e interpretado. Resulta ineludible el hecho de
que los métodos de aprendizaje automático constituyen una herramien-
ta de gran utilidad en diversas ramas de la ciencia. Por ejemplo, en
bioinformática para el diagnóstico médico o la clasificación de secuen-
cias de ADN, en economía para el análisis del mercado de valores o la
detección de fraudes en tarjetas de crédito, o en el reconocimiento del
habla y del lenguaje escrito en campos como la teoría de juegos y la
robótica, entre otros (Bishop, 2006). En este sentido, las ciencias del
deporte resultan ser un campo de aplicación relativamente novedoso
(Alderson, 2015).

El aprendizaje automático ofrece varias ventajas para el análisis de
los datos deportivos respecto a los métodos estadísticos tradicionales.
Su aplicación ha sido posible fundamentalmente gracias a los avances en
las tecnologías de la informática y las comunicaciones, principalmente
en las mejoras en el proceso de adquisición y manejo de los datos
(Barshan & Yüksek, 2014; Hua, Lai, You, & Cheng, 2015). Los méto-
dos de aprendizaje automático han demostrado su eficacia en tareas
tales como la evaluación del rendimiento deportivo o la predicción de
resultados competitivos en varios deportes colectivos tales como el
fútbol o el baloncesto (Schumaker, Solieman, & Chen, 2010; Van Haaren,
Ben Shitrit, Davis, & Fua, 2016).

El presente trabajo tiene como objetivo exponer los aspectos fun-
damentales del aprendizaje automático enfocado al análisis de datos
deportivos. En especial, se abordan dos problemas fundamentales en
este campo: el análisis del desempeño deportivo y la predicción de
resultados competitivos. Además, se describen los principales métodos
utilizados en la literatura, así como los pasos necesarios para llevar a
cabo la búsqueda de conocimiento útil con el propósito de favorecer la
toma de decisiones en el deporte.
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Estado actual del tema

En esta sección se presentan los fundamentos del análisis cuantita-
tivo de datos deportivos. Se realiza una introducción a los principales
conceptos del aprendizaje automático como una alternativa novedosa
respecto a las técnicas estadísticas empleadas tradicionales en las cien-
cias del deporte. Consecuentemente, se exponen las ventajas que pre-
senta el uso de técnicas de aprendizaje automático en el contexto depor-
tivo, sobre todo como apoyo en la toma de decisiones.

Análisis cuantitativo de datos deportivos
En la actualidad, las ciencias del deporte han despertado un gran

interés en toda la comunidad científica internacional. En particular, la
ciencia de la computación aplicada al deporte es un área de investigación
multidisciplinaria y relativamente novedosa. Su objetivo consiste en
combinar los aspectos teóricos y prácticos, así como los métodos per-
tenecientes al área de la informática y la actividad física, para impulsar
los avances en la teoría y práctica del deporte moderno (Link & Lames,
2009).

El estudio de los aspectos técnico-tácticos constituye la base del
análisis del rendimiento deportivo. La Figura 1 muestra la interrelación
que se establece entre estas disciplinas y el análisis de datos deportivos.
Como se puede apreciar, el objetivo general es la mejora del rendimiento
competitivo, el cual se sustenta en un adecuado proceso de toma de
decisiones. En este sentido, el análisis cuantitativo de datos deportivos
constituye un eje fundamental, ya que enlaza varios aspectos claves del
análisis técnico-táctico, tales como el desempeño competitivo o la estra-
tegia competitiva.

La cantidad de datos disponibles en casi todos los ámbitos depor-
tivos ha crecido de forma vertiginosa en los últimos años. Dichos datos
pueden ser obtenidos de varias maneras: a partir de mediciones indivi-
duales de los atletas en juegos y eventos, producto del trabajo e inves-
tigación de los propios entrenadores, o a través de la búsqueda y el
análisis llevado a cabo por los cazatalentos. En la actualidad, el principal
reto no radica en cómo obtener los datos, sino en identificar cuál es la
información más relevante y cómo generar conocimiento útil a partir de
la misma (Fister Jr, Ljubiè, Suganthan, Perc, & Fister, 2015).

El objetivo final de cualquier deporte consiste en alcanzar la victoria
frente al contrario. El primer problema presente en la preparación para
la obtención de este resultado reside en identificar correctamente las
métricas de desempeño, para poder mejorarlas progresivamente. Mu-
chas de las medidas utilizadas actualmente pueden ser irrelevantes en la
práctica, o peor aún, pueden resultar inadecuadas en diversas circuns-
tancias y arrojar resultados erróneos. Otro aspecto importante consiste
en identificar patrones relevantes en los datos colectados. Por ejemplo,
la búsqueda de tendencias y patrones de comportamiento de determina-
dos contrarios, la identificación del comienzo de una posible temporada
de bajo rendimiento a través del monitoreo de medidas de desempeño o
la realización de predicciones deportivas utilizando datos históricos.

Por medio de la búsqueda de información y el manejo del conoci-
miento inherente a las mediciones deportivas los directores de equipos
y analistas deportivos tienen la posibilidad de asegurar una importante
ventaja competitiva frente a sus rivales. Dicho conocimiento, una vez
validado en la práctica, puede ser aplicado en los más disímiles niveles
de toda la organización deportiva, desde la mejora del desempeño indi-

vidual de los jugadores (Hua et al., 2015), elaborando hipótesis y pro-
bándolas mediante el uso de pruebas estadísticas (Jeff & John, 2011)
utilizando técnicas de decisión en tiempo real, en la predicción del
desempeño y la identificación de talentos o para determinar cuál jugador
tiene la mayor importancia en el equipo (B. S. Baumer, Jensen, &
Matthews, 2015).

Antes de la utilización de técnicas estadísticas para el análisis de
datos, las organizaciones deportivas dependían casi exclusivamente de
la experiencia humana. Se debía asumir el supuesto de que los expertos
(entrenadores, directores de equipos, cazatalentos, etc.) son realmente
capaces de convertir los datos de los que disponen en conocimiento útil
y veraz. Sin embargo, con el significativo incremento en la cantidad de
datos colectados se ha hecho evidente la necesidad de encontrar méto-
dos que, en la práctica, arrojen una mayor cantidad de información útil
de forma más eficiente. El principal propósito en todos los casos con-
siste en minimizar el margen de error de las decisiones que se tomen
atendiendo a las características de cada deporte específico.

El uso de la computación ha venido a ser una herramienta funda-
mental en todos los dominios de aplicación de las ciencias del deporte,
especialmente en el análisis cuantitativo de datos deportivos. En gene-
ral, se pueden identificar las siguientes áreas de investigación en este
campo: (1) adquisición y pre-procesamiento de los datos; (2) represen-
tación de la información y análisis descriptivo; (3) modelación de bases
de datos y sistemas expertos y (4) simulación.

Las técnicas estadísticas se han usado tradicionalmente para resol-
ver los problemas inherentes al manejo de datos deportivos. Estas se
aplican sobre todo para realizar comparaciones entre poblaciones que
han sido objeto de determinados planes de entrenamiento o para distin-
guir patrones significativos en eventos deportivos (Soto-Valero &
González-Castellanos, 2015). Las técnicas tradicionales han resultado
ser sumamente útiles, permitiendo a los investigadores y directores de
equipos deportivos evaluar hipótesis y realizar predicciones a partir de
datos de juegos reales. Sin embargo, la estadística por sí misma no es
capaz de explicar relaciones más complejas entre los datos, lo cual es el
propósito de la minería de datos y en especial de los métodos de
aprendizaje automático (Piatetsky, 2016). En la siguiente sección se
abordan con más detalle los elementos fundamentales de este novedoso
enfoque.

Aprendizaje automático de datos deportivos
Desde la aparición de las computadoras estas han sido capaces de

resolver problemas muy complejos para el hombre, sin embargo, aún no
poseen la habilidad de aprender por sí solas. A pesar de esto, el desarro-
llo de la inteligencia artificial ha propuesto una gran cantidad de algoritmos
que intentan imitar esta habilidad. Estos algoritmos han demostrado ser
especialmente efectivos para ciertos tipos de problemas (González-
Ruiz, Gómez-Gallego, Pastrana-Brincones, & Hernández-Mendo, 2015;
Hagenbuchner, Cliff, Trost, Van Tuc, & Peoples, 2015).

El aprendizaje automático es un campo multidisciplinario cuyo
objetivo es desarrollar programas de computadora que mejoren su fun-
cionamiento en ciertas tareas a partir de la experiencia (Mitchell, 1997).
La minería de datos ha contribuido al desarrollo del aprendizaje automá-
tico ya que sus métodos han sido ampliamente utilizados en el descubri-
miento de información valiosa a partir de datos almacenados (Witten,
Frank, & Hall, 2011). Con frecuencia el campo de aplicación del apren-
dizaje automático se solapa con el de la estadística, ya que las dos
disciplinas se basan en el análisis de datos, por lo que resulta difícil
establecer una línea divisoria entre ambas. No obstante, el aprendizaje
automático se centra más en el estudio de la complejidad computacional
de los problemas y la descripción de los resultados obtenidos. Muchos
problemas son de clase NP-Hard (Shalev-Shwartz & Ben-David, 2014),
por lo que gran parte de la investigación realizada en esta rama de la
ciencia se enfoca en el diseño de soluciones eficientes para esos proble-
mas.

De forma más concreta, se trata de crear algoritmos capaces de
generalizar comportamientos a partir de información suministrada en
forma de instancias o ejemplos de aprendizaje. Tales ejemplos sirven

Análisis de datos 
deportivos

Análisis táctico

Estrategia competitiva,
planeación de la carga física, 
elementos psicológicos, etc.

Análisis técnico

Desempeño competitivo,
eficacia del entrenamiento, 

elementos biomecánicos, etc.

Mejora del resultado
deportivo

toma de 
decisiones

Figura 1: Aspectos del análisis técnico-táctico como sustento a las toma de decisiones en el 
deporte.
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como entrenamiento, para que luego el algoritmo pueda enfrentarse a
nuevos datos. Los algoritmos de aprendizaje automático construyen un
modelo de aprendizaje a partir de los ejemplos y lo usan para hacer
predicciones o describir patrones, en lugar de seguir instrucciones está-
ticas estrictas como cualquier otro programa de computadora.

En este caso, las instancias están conformadas por variables o
atributos, los cuales pueden tomar tanto valores numéricos como nomi-
nales. Esta representación de instancia es una abstracción de los objetos,
pudiéndose ignorar otras características que no son representadas por
los atributos.

Existen varias formas de adquirir el conocimiento necesario, una
puede ser directamente a partir del humano, o a partir de problemas
resueltos previamente. Los datos que se le proporcionan como entrada
al sistema permiten que el algoritmo de aprendizaje pueda extraer de
ellos la información necesaria para enfrentarse a nuevos datos y realizar
la función para la cual fue diseñado. Según el resultado que se desea
obtener a través del sistema, existen un grupo de categorías en las cuales
se engloban las tareas de aprendizaje automático. El Cuadro 1 describe
algunas de las más importantes.

Los métodos de clasificación y regresión son ejemplos típicos del
paradigma de aprendizaje supervisado, mientras el agrupamiento y
descubrimiento de reglas pertenecen al aprendizaje no supervisado
(Shalev-Shwartz & Ben-David, 2014). En el primero, cada una de las
instancias de entrenamiento está asociada con una salida, ya sea numé-
rica o nominal, denominada etiqueta de clase; mientras que en el segundo
no tiene en cuenta la clase con que han sido etiquetadas o no las instan-
cias.

La minería de datos, y en especial los métodos de aprendizaje
automático, difieren de las técnicas estadísticas ya que tienen la capaci-
dad de hacer generalizaciones mucho más complejas a partir de situacio-
nes, lo cual permite llevar a cabo predicciones más precisas y revelar
relaciones ocultas en los datos. Esta forma de obtención del conocimien-
to es sumamente útil, ya que puede ser usada para justificar la toma de
decisiones de expertos deportivos en determinado momento del juego,
o también puede ser usada por atletas de manera independientemente
como método de auto evaluación con independencia del criterio espe-
cializado (Haghighat, Rastegari, & Nourafza, 2013).

Los métodos de aprendizaje automático son un complemento a las
herramientas del análisis estadístico tradicional en el deporte. Esto po-
sibilita, entre otras cosas, dar respuesta a un gran número de interrogantes.
La computación se ha convertido en una parte importante de este
proceso de decisión y análisis, los entrenadores de primer nivel en el
mundo usan actualmente diversas técnicas de aprendizaje automático y
simulación para la planificación de estrategias completas antes y duran-
te las temporadas competitivas (Min, Kim, Choe, Eom, & McKay,
2008; O’Reilly & Knight, 2007).

El uso de métodos de aprendizaje automático en este contexto
ofrece varias ventajas, una de ellas es que se evita la influencia de factores
humanos subjetivos. Esto se debe a que las decisiones pueden ser
tomadas sin prejuicios (De Marchi, 2011). Un ejemplo podría ser un
director de equipo que se sienta atraído especialmente hacia los atribu-
tos de desempeño de un jugador determinado, ignorando buena parte de
sus debilidades. Mediante la eliminación de este tipo de sesgos huma-
nos en el proceso de toma de decisiones se hace posible dirigir de forma
más efectiva, lo cual redunda en una mejora en la organización y el
rendimiento competitivo.

El Cuadro 1 muestra una selección de trabajos publicados en la
literatura que son representativos de la aplicación del aprendizaje auto-

mático en el contexto deportivo. Como se observa, el campo de aplica-
ción de los diferentes métodos abarca un variado número de deportes y
de técnicas, siendo las tareas de clasificación y regresión las más emplea-
das. En general, podemos decir que sus principales usos han sido en el
análisis del desempeño deportivo, la predicción de resultados competi-
tivos en deportes tanto colectivos como individuales y para estudios
macro-económicos y de mercado.

Materiales y métodos

En esta sección se lleva a cabo una descripción detallada sobre dos
de las principales aplicaciones que ha tenido el aprendizaje automático
de datos deportivos: el análisis del desempeño deportivo y la predic-
ción de resultados competitivos. Se propone un sistema general para el
monitoreo del desempeño deportivo, así como un esquema para la
conformación de una instancia de aprendizaje orientada a la predicción
de resultados competitivo. Además, por el auge que ha tenido en el
contexto actual, se ofrece una introducción al estudio de los mercados
deportivos utilizando métodos de aprendizaje automático, haciendo
especial énfasis en el mercado de apuestas deportivas.

Análisis del desempeño deportivo
Uno de los objetivos fundamentales en el deporte, especialmente

en los de alto rendimiento, es la mejora del desempeño competitivo para
la mejora de los resultados deportivos. Desde el punto de vista del
análisis cuantitativo de los datos, el principal propósito es generar
información útil a partir de las mediciones realizadas a los deportistas de
forma periódica en entrenamientos y competencias oficiales.

La Figura 3 presenta un esquema general para la creación de un
sistema que posibilite el monitoreo de los parámetros técnico-tácticos
en el deporte a partir del uso de las nuevas tecnologías de la informática
y las comunicaciones. Como se puede apreciar, la interacción directa
entre los atletas, analistas deportivos y entrenadores es una parte esen-
cial del proceso de toma de decisiones.

Los métodos de aprendizaje automático han resultado ser suma-
mente útiles para el procesamiento y análisis de los datos colectados en
el terreno de juego. Los dispositivos creados para la medición y el
control de los atletas posibilitan un reflujo de información constante.
Estas técnicas han permitido la identificación de aspectos esenciales del
desempeño competitivo, generando todo un conjunto de nuevas métri-
cas para su comparación, así como planes de entrenamiento más efi-
cientes en varios deportes. Por ejemplo, en Edelmann-Nusser, Hohmann,
and Henneberg (2002) proponen un modelo basado en redes neuronales

Cuadro 1
Principales tareas del aprendizaje automático.
Método Descripción

Clasificación La entrada es dividida en dos o más clases. El sistema debe producir un
modelo capaz de asignarle a una nueva entrada una o más de estas clases.

Regresión Es también una tarea supervisada, similar a la clasificación, pero la salida
obtenida es un valor numérico continuo en lugar de uno discreto.

Agrupamiento El conjunto de entrada es dividido en grupos. A diferencia de la
clasificación los grupos no son conocidos de antemano.

Reglas de 
asociación

Se trata de encontrar reglas, generalmente del tipo condicional, que
relacionen a los datos.

Cuadro 2
Ejemplos de aplicación de métodos de aprendizaje automático para la solución de problemas en
el contexto deportivo (Fuente: SCOPUS, WEB OF SCIENCE y SCIELO).

Método Autor/es Deporte

Clasificación

(Hamilton et al., 2014)
(Davoodi & Khanteymoori, 2010)
(Delen, Cogdell, & Kasap, 2012)

(Rama Iyer & Sharda, 2009)

Béisbol
Equitación

Bolos
Cricket

Regresión

(Shao, 2009)
(Demens, 2015)

(Lock & Nettleton, 2014)
(Jelinek, Kelarev, Robinson, Stranieri, & Cornforth, 2014)

Gimnasia
Hockey
Fútbol
Fútbol

Agrupamiento (Ofoghi, Zeleznikow, MacMahon, & Dwyer, 2010)
(Soto-Valero, 2017)

Ciclismo
Fútbol

Reglas de 
asociación

(Sun, Yu, & Zhao, 2010)
(Soto-Valero, Pérez-Morales, González-Castellanos, & de 

la Celda Brovkina, 2016)

Tenis 
Polo acuático

Sensores
(Acelerómetro, cámaras de 

video, transductor de fuerza 
etc.)

Microprocesador

Entrenadores, expertos, cazatalentos, etc.

Dispositivo de recepción y almacenamiento
de datos

(PC, laptop, teléfono inteligente, tablet etc.)
señales

Transmisión
de datos

Interfaz de usuario
(Servidor web, software, app, 

etc.)

Terreno de juego Terreno de análisis

Toma de decisiones

comunicación

Figura 2: Esquema general para la implementación de un sistema de monitoreo del 
desempeño deportivo. 
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artificiales para el análisis del desempeño de nadadores olímpicos, mien-
tras que Morgan, Williams, and Barnes (2013) utilizan árboles de deci-
sión en la identificación de atributos importantes durante la interacción
uno contra uno en el hockey.

Predicción de resultados competitivos
Una de las principales aplicaciones que han tenido los métodos de

aprendizaje automático en el contexto deportivo, y en especial las téc-
nicas de clasificación y regresión, es en la predicción de resultados
competitivos (Schumaker et al., 2010). El objetivo de la predicción en
este caso consiste en la obtención de alguna ventaja, ya sea desde el
punto de vista de la competencia o también financiera, frente los rivales.
En la actualidad, las apuestas deportivas y el mercado del deporte en
general han despertado un gran interés en este ámbito, sobre todo en el
caso de los deportes colectivos profesionales.

La predicción en el deporte tiene características especiales que la
distinguen de otras áreas de investigación. Por ejemplo, en el deporte
cabe señalar su carácter eminentemente competitivo, así como el dina-
mismo presente, el cual requiere de una actualización constante de los
modelos de predicción empleados. Esto hace posible en muchos casos
generar resultados no solo a partir de datos propios de los jugadores
objeto de estudio, sino también sobre la base de otros elementos y
variables del contrario (Knottenbelt, Spanias, & Madurska, 2012).

Existen marcadas diferencias entre la predicción del desempeño en
deportes individuales y colectivos, siendo estos últimos los más estu-
diados desde el punto de vista predictivo por ser los más complejos y
en los que intervienen un mayor número de variables. La predicción en
deportes individuales tiene como punto de partida el análisis del rendi-
miento individual del deportista. Los modelos para la selección de talen-
tos, el ajuste de variables para la evaluación de jugadores y la prevención
de lesiones son algunos ejemplos de aplicación (Rama Iyer & Sharda,
2009).

Por otro lado, los deportes colectivos se caracterizan por la
interacción entre los miembros del equipo. En este caso, la cuantificación
de los resultados individuales debe tener en cuenta el aporte realizado
por cada jugador a la victoria de todo el equipo. La planificación de las
estrategias tiene una base en la predicción del resultado, así como el
análisis del contrario. De entre todos los deportes colectivos, el fútbol,
el baloncesto y el béisbol han sido objeto de un mayor número de
investigaciones utilizando técnicas de aprendizaje automático (Yadav,
Sharma, Gautam, Bathla, & Jindal, 2017).

La Figura 4 propone la conformación de una instancia para la
predicción de resultados competitivos utilizando aprendizaje supervi-
sado. Dicha instancia corresponde a un juego entre dos equipos, el local
A y el visitante B. Los atributos del encuentro están dados por las
variables generales o IDs (ej. fecha, terreno de juego, clima, etc.) y las
estadísticas numéricas de desempeño previas al encuentro correspon-
diente a ambos equipos (modeladas como una resta de variables de
rendimiento del equipo A respecto al B). El resultado del encuentro está
determinado por la etiqueta de la instancia y puede ser visto como un
problema de clasificación binaria atendiendo a la victoria o derrota del
equipo local o como un problema de regresión en el que se tiene en
cuenta el margen de diferencia del resultado final del encuentro.

Desde el punto de vista predictivo, la ventaja de jugar en casa o HA
ha recibido una atención especial. Esta está determinada por la asocia-
ción entre el porcentaje de victorias conseguidas por el equipo local
respecto al equipo visitante (Courneya & Carron, 1992; Pollard, 1986).
Las causas que podrían explicar el fenómeno son inconclusas y tienen

una explicación multifactorial (Pollard & Pollard, 2005). En deportes de
equipo, se ha reportado que el HA puede ser de alrededor del 60%
(Jamieson, 2010), habiéndose particularizado estudios más rigurosos
en varios deportes colectivos específicos tales como el fútbol (Gomez,
Pollard, & Luis-Pascual, 2011; Pic & Castellano, 2016).

Varios han sido los sistemas computacionales desarrollados con
fines predictivos, cada uno una con mayor o menor complejidad y
fiabilidad (Bustamante & Burillo, 2016). Algunos de estos sistemas
están basados en métodos de aprendizaje automático, entre ellos cabe
destacar: Advanced Scout (Bhandari et al.), sistema desarrollado por
IBM para automatizar todo el proceso de minería de datos en juegos de
baloncesto de la NBA; Digital Scout, herramienta de software muy
utilizada en la realización de una amplia variedad análisis estadísticos y
evaluaciones de jugadas en deportes como fútbol, voleibol y baloncesto;
e Inside Edge, el cual es un sistema pionero en el estudio y recopilación
de datos de béisbol, siendo actualmente un líder mundial en exploración
y análisis de datos en este deporte.

Estudio de los mercados deportivos
En la actualidad, el deporte ha pasado de ser una simple manifesta-

ción social, destinada a la contemplación y práctica de actividades re-
creativas para la búsqueda de cierto entretenimiento o satisfacción per-
sonal, a ser considerado como un bien cuya producción, consumo,
financiación y gestión responde a criterios de racionalidad económica
bien definidos (B. Baumer & Zimbalist, 2014). Por un lado, el deporte
profesional ha abierto a la economía nuevos y rentables mercados, así
como distintas oportunidades de empleo hasta hace poco tiempo des-
conocidas. Por otro, la economía ha dotado al deporte de una estructura
de pensamiento diferente a la hora de tomar decisiones, valorar relacio-
nes institucionales o evaluar sus consecuencias en el plano material. Se
ha pasado de esta manera de una situación caracterizada por una tradi-
cional ausencia de lo económico, a otra en la que las relaciones ideológi-
cas y de valor, de cooperación, de transferencia o de regulación entre el
deporte y la economía se han ido haciendo cada vez más estrechas.

Una de las características de los mercados deportivos que los dis-
tinguen de otras ramas de la economía es que en este caso las empresas,
bien sean los clubes en los deportes de equipo o los deportistas en el
caso de los deportes individuales, necesitan de la competencia para
maximizar sus beneficios, no pudiendo aspirar a monopolizar el merca-
do. Esto refuerza el hecho de que el deporte sea considerado ante todo
como espectáculo competitivo. En este sentido, el mercado ha propi-
ciado un lento pero continuo avance de las distintas disciplinas depor-
tivas.

Desde el propio surgimiento del deporte el interés por las apuestas
ha resultado ser una parte importante la cual ha potenciado
significativamente su desarrollo (Woodland & Woodland, 1994). El
mercado electrónico de apuestas deportivas ha despertado un gran auge
en los últimos años. En el caso de algunos deportes colectivos de Esta-
dos Unidos y Europa tales como el fútbol, béisbol o baloncesto, las
ganancias estimadas resultan ser billonarias (Paul & Weinbach, 2009;
Sauer, Waller, & Hakes, 2010; Spann & Skiera, 2009). El Cuadro 3
describe los tres modelos fundamentales empleados por las agencias
que manejan apuestas deportivas.

En el contexto del aprendizaje automático las apuestas deportivas
se han abordado como un problema de predicción de resultados compe-
titivos. La modelación de este problema se realiza, por lo general, me-
diante el uso de métodos de aprendizaje supervisado. El modelo Money-
line ha sido el más estudiado debido a que constituye un problema
clásico de clasificación binaria. Por otro lado, el modelo Over-under se
ha abortado usando métodos de regresión. La Figura 4 presenta un
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(A – B)

Resultado del encuentro

A
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Figura 3: Representación de una instancia para la predicción del resultado de un juego 
entre los equipos A y B utilizando aprendizaje automático supervisado.

Cuadro 3
Descripción de los tres modelos fundamentales de apuestas deportivas.
Modelo Descripción

Money-line El resultado de la apuesta está determinado exclusivamente por el 
equipo ganador.

Over-under La apuesta tiene en cuenta la diferencia de los puntos obtenidos entre 
los equipos rivales.

In-line La apuesta se lleva a cabo durante el transcurso de la competición.



- 381 -Retos, número 34, 2018 (2º semestre)

esquema general de aplicación de métodos de aprendizaje automático
para la toma de decisiones en estos dos modelos de apuestas deporti-
vas.

 El modelo de apuestas In-line representa un desafío mayor para la
predicción. Esto se debe fundamentalmente a la necesidad de una cons-
tante actualización de los datos de aprendizaje, lo cual lleva aparejado un
cambio de las decisiones tomadas a cada momento. Este modelo de
apuestas ha sido abordado utilizado fundamentalmente técnicas de si-
mulación y aprendizaje reforzado.

Discusión

En la actualidad, no cabe duda que tanto los directores de equipos
profesionales, entrenadores o cazatalentos emplean activamente los
últimos avances en materia de tecnologías de la informática y comunica-
ciones. Esto ha provocado un incremento sin precedentes de la cantidad
de datos generados durante las competencias o entrenamientos depor-
tivos, así como de un mayor interés y motivación en el desarrollo de
modelos que permitan interpretar dichos datos y ofrecer información
valiosa para cada deporte específico.

El análisis cuantitativo de datos deportivos constituye un elemento
esencial para el desarrollo y mejora de los resultados competitivos,
constituyendo una herramienta imprescindible en el proceso de toma de
decisiones. El uso de métodos de aprendizaje automático en el contexto
deportivo brinda importantes ventajas en comparación con las técnicas
estadísticas utilizadas tradicionalmente.

Por la relevancia del tema, en este trabajo se llevó a cabo un estudio
del análisis de los mercados deportivos desde el punto de vista cuanti-
tativo. Particularmente, se describieron los modelos de apuestas depor-
tivas más populares. En este sentido, se presentó un esquema general
que posibilita el empleo de métodos de aprendizaje automático en la
toma de decisiones para los tipos de apuestas Money-line y Over-
under.

A partir del estudio realizado y como resultado de esta investiga-
ción se recomienda el empleo de los siguientes pasos generales para
llevar a cabo el análisis cuantitativo de datos deportivos usando méto-
dos de aprendizaje automático: (1) identificación, recopilación y alma-
cenamiento de los datos relevantes en el terreno de juego; (2) pre-
procesamiento de la información y creación de las instancias de datos
para el aprendizaje; (3) identificación del método de aprendizaje idóneo
para la resolución del problema planteado; (4) ejecución del algoritmo
propuesto y creación del modelo; (5) validación experimental de los
resultados obtenidos; (6) toma de decisiones en el terreno de juego. La
Figura 5 resume gráficamente el modelo propuesto.

omo se puede observar en la Figura 5, el análisis de datos deporti-
vos utilizando métodos de aprendizaje automático es un proceso cícli-

co. Se parte de un conjunto de datos recopilados, por general en el
terreno de juego, y la definición de un problema. A continuación, se lleva
a cabo un pre-procesamiento de los datos con el propósito de modelar
problema y seleccionar un método de aprendizaje automático adecua-
do. Una vez definido el modelo, es preciso validarlo experimentalmente
antes de proceder a la toma de decisiones en el terreno de juego. De esta
manera, se produce un constante reflujo de información, modelación y
análisis de los datos el cual es preciso actualizar de manera constante.

Conclusiones

El análisis cuantitativo de datos deportivos constituye un elemento
esencial para el desarrollo y mejora del rendimiento competitivo en el
deporte. El uso de métodos de aprendizaje automático en el contexto
deportivo brinda importantes ventajas para su análisis cuantitativo, en
comparación con las técnicas estadísticas tradicionales. En este trabajo
se realizó una descripción de los principales aspectos que sustentan la
aplicación de técnicas de aprendizaje automático en el ámbito deporti-
vo. En particular, se abordaron dos de los problemas más representati-
vos de este campo: el análisis del desempeño deportivo y la predicción
de resultados competitivos. Respecto al primero, se presentó un esque-
ma general para la implementación de un sistema para el monitoreo de
los parámetros técnico-tácticos en el deporte. Respecto al segundo, se
describieron los modelos fundamentales de aprendizaje automático que
han sido propuestos y se conformó la estructura de una instancia de
aprendizaje supervisado orientada a la predicción de resultados compe-
titivos. Por otro lado, se realizó un estudio sobre el comportamiento de
los mercados deportivos y se identificaron las principales ventajas del
uso de técnicas de aprendizaje automático en esta área. Cada uno de
estos resultados tiene gran importancia para la comunidad científica, y
en especial para los analistas deportivos que manejan gran cantidad de
datos y necesitan de un adecuado basamento teórico a la hora de presen-
tar y justificar sus resultados prácticos.
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